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ABSTRACT
Identification of animal species is a crucial aspect of biology and
ecology, particularly in ornithology, where collaboration with other
disciplines aims to develop effective methods for bird protection and
environmental quality assessment. Leveraging artificial intelligence
(AI) and Internet of Things (IoT) technologies, advancements in
birdsong identification have been achieved. Machine learning and
deep learning techniques, including Imagenet-based Convolutional
Neural Networks (CNNs) like EfficientNet and MobileNet, have
been employed for image feature comparison. Spectrograms of
birdsongs have been analyzed, with Deep CNNs (DCNNs) proving
effective in reducing model size for birdsong classification.

A 5G IoT-based system for raw audio collection has been imple-
mented, testing various CNNs for bird identification from audio
recordings. While Imagenet-based CNNs exhibit high accuracy (up
to 75%), their training requires a substantial number of parame-
ters, hindering efficiency during inference. In response, two Deep
CNNs were designed to reduce parameters while maintaining ac-
curacy, enabling integration into Small Board Computers (SBCs)
or Microcontroller Units (MCUs). These DCNNs demonstrated a
6.7% improvement in overall accuracy compared to other networks,
offering a lighter solution for deployment in SBCs and MCUs.

CCS CONCEPTS
• Computing methodologies → Artificial intelligence; Classi-
fication and regression trees; • Networks → Sensor networks; •
Hardware → Wireless integrated network sensors.
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1 INTRODUCTION
La evaluación de la calidad ambiental como cuestión principal en
la construcción de un ecosistema ecológico es un deber importante
de toda la sociedad. En estos ecosistemas (ya sean urbanos o nat-
urales), las aves desempeñan un papel esencial y la formación de
comunidades de aves puede utilizarse como índice paramétrico de
la calidad ambiental [18].

La norma sobre paisajes sonoros, ISO 12913 [9], en su segunda
parte, describe una taxonomía para la clasificación de los sonidos,
que tiene en cuenta la tipología de la fuente sonora y del entorno,
que también se especifica en la taxonomía de los conjuntos de datos
URBANSOUND [22], pero está orientada únicamente a los sonidos
urbanos [20]. El entorno natural también forma parte de una visión
más general de esta taxonomía, ya que considera otros sonidos
aparte de los producidos en una visión centrada en el ser humano.

En el medio natural, la exploración de la avifauna reviste gran
importancia en los ámbitos de la conservación de las aves, la com-
prensión del ecosistema de los humedales y la evaluación de la
calidad del ecosistema. Según informa la Unión Internacional para
la Conservación de la Naturaleza (UICN), hay cientos de especies
de aves diferentes en todo el mundo, un porcentaje considerable
de ellas al borde de la vulnerabilidad y la extinción inminente [17].
Debido a las notables características de las aves, como su excep-
cional movilidad, su extensa área de distribución geográfica y su
gran adaptabilidad a diversos entornos, su canto, que es un signo
revelador de sus actividades, se utiliza con frecuencia para la de-
tección, el seguimiento y la cuantificación de las especies. El canto
de las aves presenta rápidas variaciones temporales, ofreciendo
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estabilidad dentro de la misma especie y claras distinciones entre
especies. El desarrollo de modelos automatizados de clasificación
de aves a partir de datos sonoros derivados del canto de las aves es
muy prometedor para numerosas aplicaciones en los ámbitos de la
conservación de las aves, la ecología y el archivo de datos.

En este contexto, el despliegue de redes inalámbricas de sen-
sores acústicos (WASN) resulta muy prometedor, dada su capacidad
para recoger datos y realizar mediciones de forma descentralizada.
Además, ofrecen adaptabilidad y fácil reconfiguración para dar
cabida a mediciones adicionales e integrar nuevos parámetros.

Una WASN consta de varios nodos, cada uno con su propia
unidad de procesamiento, memoria y módulos de comunicación in-
alámbrica, que suelen utilizar tecnología WiFi. Estos nodos pueden
conectarse a micrófonos, lo que les confiere una funcionalidad ver-
sátil. Generalmente rentables, estas redes permiten la expansión
flexible de los nodos para satisfacer requisitos específicos o esce-
narios de prueba. Los nodos se construyen a menudo en torno a
ordenadores de placa única (SBC) adaptables, como el bien estable-
cido Raspberry Pi (RPi) [19]. Los nodos conectados pueden grabar
audio con frecuencias de muestreo y profundidades de bits por
muestra variables.

Estas redes encuentran diversas aplicaciones, incluyendo tareas
como la localización de fuentes de sonido [1], el seguimiento de
fuentes de sonido [14], la identificación de fuentes de sonido [5], y
la medición de características ambientales específicas [16], lo que
demuestra su versatilidad en diversos dominios.

Este artículo describe el desarrollo de un sistema 5G-IoT dis-
eñado para grabar el canto de las aves, profundizando más allá de
los hallazgos de Liu et al.[12]. La ampliación de este estudio implica
la recopilación de un conjunto más amplio de especies de aves, que
abarca hasta 41 especies. Se realiza un análisis comparativo entre
el conjunto de datos un conjunto aumentado en el que se emplean
técnicas temporales como la adición de ruido, el estiramiento, el
desplazamiento temporal y el desplazamiento de tono. En la fase de
inferencia se introducen técnicas de postprocesamiento para mejo-
rar la precisión de la detección. El objetivo general es aumentar el
rendimiento de la aplicación BirdNet, mediante el entrenamiento
de redes neuronales más ligeras que conduzcan a sistemas de moni-
torización 5G IoT más amplios.

Tras esta introducción, el artículo se organiza de la siguiente
manera. La sección 2 muestra el trabajo relacionado. La sección 3
describe los materiales y métodos empleados, proporcionando in-
formación sobre las tecnologías y la arquitectura del sistema IoT,
así como detalles sobre el conjunto de datos y las técnicas de IA
(basadas en CNN) objeto de comparación. La sección 4 presenta los
resultados derivados del entrenamiento de las CNNs seleccionadas
para la clasificación del canto de los pájaros, junto con las predic-
ciones realizadas utilizando el sistema AI-IoT integrado con sen-
sores y microcontroladores de bajo coste (en concreto, el micrófono
INMP441 y el ESP32-S3 [8, 6]). Por último, la sección 5 concluye el
artículo.

2 ESTADO DEL ARTE
La Inteligencia Artificial (IA) unida a los sistemas de Internet de
las Cosas (IoT) han encontrado diversas aplicaciones en diversos
ámbitos. Estudios recientes se han dedicado a investigar diferentes

enfoques para minimizar la carga computacional de algoritmos
intrincados destinados a ser implementados en nodos de Internet
de las Cosas (IoT) dentro de aplicaciones de redes inalámbricas de
sensores acústicos (WASN).

Un ejemplo notable de la simbiosis entre IA e IoT es el presentado
por López et al. en su trabajo de 2023 [13]. En este estudio, se utilizan
sistemas IoT basados en Raspberry Pi para recopilar datos acústicos
de salas en aulas, lo que facilita la determinación de métricas acús-
ticas para cada espacio. Estas tecnologías integradas contribuyen al
establecimiento de sistemas de monitorización rentables.

Además, se han empleado varias arquitecturas de redes neu-
ronales convolucionales (CNN) para estimar diversos parámetros
acústicos de salas. En el trabajo presentado en [7], se utiliza una
CNN para la estimación ciega del volumen de la sala a partir de
señales de voz monocanal reverberantes en presencia de ruido. Del
mismo modo, en [23], se introduce una CNN para la estimación de
la geometría de la sala y los coeficientes de reflexión basados en
las respuestas al impulso de la sala (RIR), logrando una precisión
de 6,5 cm para cada dimensión en la geometría de la sala y una
precisión de 0,09 en los coeficientes de reflexión. En particular, este
enfoque no requiere el conocimiento de las posiciones relativas de
las fuentes y los receptores en la sala. Además, en [15], se demuestra
la utilización del aprendizaje profundo en la clasificación de una
grabación basada en la sala en la que se grabó, aprovechando el
efecto de la reverberación en el habla, con una precisión máxima
del 90%.

La integración de la Inteligencia Artificial (IA) y el Internet de
las Cosas (IoT) trasciende los entornos urbanos. En el ámbito de
la e-Salud, Khan et al. (2022) [11] proporcionan una amplia visión
general de las aplicaciones del sistema AI-IoT para analizar, mon-
itorizar y evaluar las métricas de salud, en particular durante la
pandemia COVID-19. Además, en el ámbito de la Agricultura 5.0,
Debauche et al. (2020) [4] aplicaron tecnologías de IoT e IA para
discernir y regular los niveles de riego, identificar enfermedades
de las plantas y gestionar infestaciones de plagas. Bedi et al. (2022)
[2] abordan la gestión inteligente de la energía en zonas urbanas,
explorando la eficacia de las técnicas de aprendizaje automático e
IoT para este fin específico.

Además, un caso destacable más allá de estas investigaciones es
la creación de BirdNet por parte de la Universidad de Cornell. Esta
aplicación se basa en la arquitectura de redes neuronales Efficient-
NetB0 [10], facilitando la clasificación de aves. Accesible tanto a
través de teléfonos móviles como de un sitio web específico, esta
innovadora herramienta ejemplifica las diversas e impactantes apli-
caciones que surgen de la integración de las tecnologías de IA e IoT
en diversos ámbitos.

Los trabajos anteriores confirman que la monitorización y clasi-
ficación de sonidos de animales son problemas clásicos que tanto
han atraído el interés de la comunidad investigadora, como que
siguen demandando soluciones innovadoras y desafiantes para la
era AI-IoT, como la que se propone en este trabajo.

3 MATERIALES Y MÉTODOS
En esta sección, proporcionaremos información sobre el desarrollo
de la arquitectura del sistema IoT, que recopilará información de
audio sobre el terreno. Este sistema debe proporcionar una gestión
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Figure 1: Esquema del sistema AI-IoT.

eficiente de la energía con el fin de permitir un período de recogida
de datos. En este caso, utilizaremos un nodo basado en la arquitec-
tura de la unidad microcontroladora (MCU) ESP32, ya que se ha
demostrado [3] que es una opción rentable y potente (en el caso de
la MCU ESP32-S3) para la recogida y preprocesado de audio [21].

3.1 Arquitectura del sistema IoT
El sistema IoT se basa en un nodo para la recogida de información
de audio y un EDGE para el procesamiento del audio y para la
clasificación de las aves con el módulo de IA. La figura 1 muestra
un esquema del sistema AI-IoT, donde el EDGE se basa en una
Raspberry Pi 4B+ con 8 GB de RAM. En esta figura, se muestran
el módulo de procesamiento y el módulo de clasificación de IA
ubicados en el EDGE.

La arquitectura del nodo IoT para la grabación del canto de los
pájaros se basa en un micrófono MEMS (INMP441) y una unidad
microcontroladora (MCU, en este caso Lilygo T-SIM7080G basada en
ESP32-S3 WROOM-1-N16R8). La MCU utilizada lleva integrado un
SoC de la serie ESP32-S3, microprocesador Xtensa dual-core LX7 de
32 bits (con hasta 240 MHz). Esta MCU tiene hasta 8MB de PSRAM y
flash de hasta 16MB. Esta MCU también dispone de comunicaciones
inalámbricas con interfaz WiFi (802.11 b/g/n), BLE (con antena
embebida), LTE-Cat-M y NB-IoT (con antena externa y conexión
a tarjeta SIM) y diferentes periféricos (I2C, SPI, UART, SDIO, I2S,
CAN)1[6]. También permite la conexión GNSS/GPS y la posibilidad
de añadir almacenamiento externo con una tarjeta microSD. La
figura 2 muestra una fotografía del nodo con el micrófono y la
MCU. Esta MCU ha sido programada con MQTT, para publicar
audio, que será recogido en el EDGE (Raspberry Pi 4B+[19]) para
recoger audio y realizar su posterior procesado.

3.2 Dataset y técnicas de aumento de datos
El dataset se ha obtenido de la página web de la Fundación Xeno-
canto y del Centro de Biodiversidad Naturalis (https://xeno-canto.
org). Esta fundación mantiene un proyecto de recopilación de
sonidos de aves de todo el mundo. De este sitio web, hemos se-
leccionado 41 especies de aves que podrían ser detectadas e iden-
tificadas dentro de nuestro sistema. Estos audios recogidos para
nuestro conjunto de datos se han grabado con una frecuencia de
muestreo de 44100 y 16 bits, y se han seleccionado como especies
de aves comunes en Europa, que en muchos casos forman parte del

1https://www.cnx-software.com/2023/03/04/esp32-s3-sim7080g-board-wifi-
bluetooth-nb-iot-cat-m-gps/ (Consultado el 23/10/2023)

Figure 2: Fotografía de la MCU ESP32-S3 conectada al micró-
fono INMP441 (nodo).

entorno de nuestras ciudades. Este conjunto de datos contiene más
de 1300 horas de grabaciones de audio en formato MP3 (64 GB).

Para la etapa de preprocesado, se han utilizado trozos de audio
de 5s, procesados como espectrograma de coeficientes cepstrales
de frecuencia Mel (MFCC), estableciendo sus parámetros como
el número de FFT, el tamaño de ventana, y el tamaño de salto
a 1024, el número de coeficientes Mel a 128, el tipo de ventana
a Hanning.Cada espectrograma se ha guardado con un formato
’Portable Network Graphics’ (denominado como imagen 600x600
png), que posteriormente se utilizará para entrenar, validar y probar
las diferentes redes neuronales.

En la tabla 1, la segunda columna muestra el número de archivos
de audio obtenidos del sitio web mencionado para cada especie de
ave. La tercera columna muestra el número de imágenes de espec-
trogramas (basados en MFCC) obtenidos a partir de los archivos
de audio para cada especie (aquí, cada espectrograma toma una
ventana de audio de 5s).

En la cuarta y quinta columnas de la Tabla 1 hemos aumentado el
conjunto de datos con técnicas de aumento temporal de audio (como
adición de ruido blanco, estiramiento temporal, desplazamiento de
tono, desplazamiento temporal y combinaciones de ellas). Se han
implementado utilizando las bibliotecas 𝑙𝑖𝑏𝑟𝑜𝑠𝑎 y 𝑎𝑢𝑑𝑖𝑜𝑚𝑒𝑛𝑡𝑎𝑡𝑖𝑜𝑛

en Python 3.8. Llegados a este punto, es necesario aclarar que el
algoritmo utilizado para el aumento de audio se basa en el número
de archivos de audio, es decir si el número de archivos de audio es
inferior a 200, el aumento se realiza mediante "adición de ruido",
"time streching", "pitch shifting", "time shifting", "combinación de
adición de ruido + time streching", "combinación de adición de ruido
+ pitch shifting", "combinación de adición de ruido + time shifting"
y "combinación de adición de ruido + streching + time shifting"; si
el número de archivos de audio está entre 200 y 400 archivos, el au-
mento se realiza con "añadir ruido", "time streching", "pitch shifting",
"time shifting", "combinado añadir ruido + time streching", "combi-
nado añadir ruido + pitch shifting", "combinado añadir ruido + time
shifting"; si el número de archivos de audio está entre 400 y 600
archivos, el aumento se realiza con "añadir ruido", "time streching",
"pitch shifting", "time shifting"; si el número de archivos de audio

https://xeno-canto.org
https://xeno-canto.org
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está entre 600 y 800 archivos, el aumento se realiza con "añadir
ruido", "pitch shifting", "time shifting"; si el número de archivos de
audio está entre 800 y 1000, el aumento se realiza mediante "adi-
ción de ruido", "pitch shifting"; si el número de archivos de audio
está entre 1000 y 1500, el aumento se realiza mediante "adición de
ruido" y no se aplica ninguna técnica si el número de archivos de
audio es superior a 1500. Con este aumento, el conjunto de datos
ha aumentado considerablemente y tiene la oportunidad de equili-
brarse. La figura 3 muestra algunos ejemplos de espectrogramas de
canto de aves con las correspondientes técnicas de realce aplicadas,
prestando atención a los criterios explicados anteriormente.

3.3 Diferentes arquitecturas de redes
neuronales

La plataforma hardware utilizada para el entrenamiento y exper-
imentación de las diferentes arquitecturas CNN es un ordenador
de sobremesa con 32 GB de memoria, Intel Core i9 7900X con CPU
de 10 núcleos y 20 hilos, 3,30 GHz de frecuencia, y GPU 3060 de
12 GB. El sistema operativo es Windows 10 Professional de 64 bits.
También utilizamos Anaconda3, Tensorflow 2.10 y Python 3.8 como
plataforma de aprendizaje profundo.

Para la implementación del subsistema de IA, hemos estable-
cido una comparación de diferentes opciones para el desarrollo del
módulo de clasificación de IA para las aves. Estas opciones aquí
consideradas se basan en la necesidad de movilidad de los disposi-
tivos utilizados (lo que implica un bajo número de parámetros para
la inferencia), que pueden ser dispositivos de placa única (SBC),
como Raspberry Pi 4B+ [19] o unidades microcontroladoras (MCU)
con memoria suficiente para contener todo el fichero de pesos de
la CNN, como ESP32-S3 [6].

Para la adopción de este paradigma, hemos seleccionado, por
un lado, redes neuronales convolucionales (CNN) ligeras basadas
en arquitecturas entrenadas con ImageNet, como EfficientNet-B0 y
-B4, y EfficientNetV2-Small y V2-B0, o MobileNet-v2 y -v3 Large
y Small, y por otro lado, una arquitectura CNN ad hoc utilizada
para clasificar estos espectrogramas. Esta selección se basó en la
necesidad de tener un archivo ligero para almacenar los pesos de
la red para la etapa de inferencia en un SBC (como Raspberry Pi
4B+) o incluso en una MCU (como ESP32-S3 con 16MB flash y
8MB PSRAM, por lo que necesitamos conseguir alguna red más
ligera que 4MB para que este dispositivo pueda manejarse con ella).
Tabla 2 muestra una comparación de estas redes con el número de
parámetros y el peso del archivo resultante (con capas aplanadas
y densas en la salida). Nuestro propósito aquí es encontrar una
Red Neuronal Convolucional Profunda (DCNN) adecuada para ser
utilizada en SBC o en MCU. Según esta tabla, las CNNs basadas en
los pesos de Imagenet serán adecuadas para SBC, como Raspberry
Pi 4B+ con 4GB, incluso la llamada DCNN 1, aunque encajaría
correctamente en una MCU, como ESP32-S3 con 8MB PSRAM, pero
el Sistema Operativo y la DCNN 1 serían demasiado para esta MCU.
La mejor opción para la MCU es el DCNN 2, que cabe bien y tiene
suficiente memoria RAM para el procesamiento posterior.

4 RESULTADOS
En esta sección, explicamos el proceso de entrenamiento y vali-
dación, con el conjunto de datos normal y el conjunto de datos

aumentado. A partir de este proceso, vimos que el conjunto de
datos aumentado daba mejores resultados en todos los casos si de-
jamos todas las capas entrenables disponibles para el entrenamiento.
Como veremos, con este aprendizaje de transferencia (utilizando
MobileNet V2, V3S y V3L y EfficientNet B0, B4, V2S y V2B0), so-
mos capaces de alcanzar una precisión suficiente para distinguir el
canto de una especie de ave concreta, pero no podemos alcanzar
la precisión del estado del arte de Liu2022, que obtuvo una pre-
cisión del 89,6% con 30 especies de aves, con una CNN multiescala,
considerando varias opciones para el kernel en la capa Conv2D.

4.1 Evaluación de diferentes predicciones
Tras el entrenamiento y la evaluación de las distintas redes, como el
audio suele ser más largo que los 5s que utilizamos para la imagen
del espectrograma, hemos diseñado un algoritmo para postprocesar
distintos espectrogramas en la fase de prueba reuniendo los archivos
con el mismo nombre de prefijo, con el fin de juntar la secuencia
temporal de los espectrogramas. Así, juntando las predicciones
en una matriz, podemos votar por la clase preferida y evaluar la
correcta. De este modo, también podemos calcular la precisión de
este proceso. La figura 6 muestra un esquema de este algoritmo de
votación.

En la Figura 7, comparamos la precisión global media obtenida
en el proceso de entrenamiento para todo el conjunto de clases de
aves (41) y el uso de este algoritmo. Tras aplicar este procedimiento,
observamos que la acumulación de predicciones consecutivas per-
mite aumentar la precisión en la evaluación de la clase de un ave.
Por lo tanto, en el dispositivo IoT, grabaremos durante al menos
15s para permitir este post-procesamiento. Esta propuesta puede
ser completamente funcional para cualquier escenario.

Para obtener una versión reducida de cada modelo, vamos a
utilizar Tensorflow-Lite (tflite) para la integración en SBC (como
Raspberry Pi) o en MCU (como ESP32-S3). En nuestro caso, la Tabla
7 muestra los pesos resultantes de los ficheros tras el proceso de
conversión, sin aplicar ninguna cuantización para evitar cualquier
pérdida en la precisión.

En la tabla 7 observamos que el únicomodelo disponible para una
MCU, como ESP32-S3, es Deep CNN 2, con 4 capas convolucionales,
que se describe en la figura 5. En este caso, hay que tener en cuenta
que el resto de la memoria PSRAM se necesita para otros procesos
del Sistema Operativo (aquí hay que recordar que el ESP32-S3 puede
tener 8 MB de PSRAM). Así mismo, el hecho de usar truncamiento
en estas redes (DCNN) nos permite que no haya pérdida significativa
de precisión (menor del 3%). El resto de ConvNets se podrían utilizar
en SBC, como Raspberry Pi 4B+ con 4 u 8GB, ya que no caben
correctamente en la RAM de cualquier MCU de bajo consumo.

5 CONCLUSIONES
En este trabajo, hemos desarrollado un sistema de monitorización
basado en tecnologías LTE-M/NB-IoT basadas en 5G para Comu-
nicaciones Masivas de Tipo Máquina (mMTC), combinado con un
módulo de Inteligencia Artificial que permite la clasificación de
hasta 41 especies de aves. Para el desarrollo de este módulo, hemos
seleccionado diferentes ConvNets, basadas en EfficientNet y Mo-
bileNet con pesos de ImageNet, y hemos comparado su precisión
en entrenamiento, validación y test.
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Table 1: Tabla con las distintas especies de aves consideradas, con el número de archivos de audio recogidos y el número de
imágenes de espectrogramas (cada una tiene información de 5s de audio). Consideramos el conjunto de audio normal y el
conjunto de audio aumentado.

Especie Nr audio Nr muestras espectr. Nr audio augm. Nr muestras espectr. augm.
Alauda arvensis 1447 22941 2897 45882
Alectoris rufa 103 1129 928 10161
Apus apus 48 689 433 6201
Athene noctua 286 5444 2033 38108
Carduelis carduelis 1079 16489 2161 33340
Chloris chloris 1065 14585 2133 29178
Coccothraustes coccothraustes 186 2098 1675 18882
Columba palumbus 498 6568 2492 32840
Corvus cornix 188 2206 1693 19862
Corvus corone 63 662 568 5958
Corvus frugilegus 42 685 379 6165
Delichon urbicum 89 2043 802 18387
Dendrocopos major 50 542 451 4878
Emberiza citrinella 1886 44867 1890 44867
Erithacus rubecula 2660 72123 2666 72123
Fringilla coelebs 3254 61676 3260 61676
Garrulus glandarius 213 3629 1492 25403
Hirundo rustica 753 13869 3014 55479
Luscinia luscinia 607 17789 2427 71471
Motacilla alba 217 2185 1520 15295
Otus scops 353 4574 2472 32018
Parus major 2858 41953 2864 41953
Passer domesticus 665 10419 2662 41676
Passer montanus 305 7694 2136 53858
Perdix perdix 93 1162 838 10458
Phoenicurus ochruros 679 11193 2718 44772
Phoenicurus phoenicurus 847 17890 2543 53670
Phylloscopus collybita 2475 48218 2481 48218
Phylloscopus trochilus 3394 111706 3401 111706
Pica pica 84 1137 757 10233
Riparia riparia 36 918 325 8262
Sitta europaea 534 6081 2672 30405
Streptopelia decaocto 519 6253 2597 31265
Sturnus unicolor 176 2382 1585 21438
Sturnus vulgaris 696 18964 2786 75856
Troglodytes troglodytes 2198 40168 2203 40168
Turdus merula 3195 127186 3202 127186
Turdus philomelos 3095 140193 3102 140193
Turdus pilaris 190 2739 1711 24659
Turdus torquatus 165 4366 1486 39294
Tyto alba 73 1515 658 13635
TOTAL 37392 899108 80366 1618681

En este estudio, también hemos propuesto el aumento del con-
junto de datos original con la aplicación de diferentes técnicas
de procesamiento de señales en el dominio temporal a los audios
originales. Para el conjunto de datos aumentado, hemos obtenido
mejores resultados de precisión y f1-score que para el conjunto
de datos original. Además observamos que para nuestro conjunto
de datos aumentado, la mejor opción de la familia EfficientNet es
EfficientNet v2 Small (71,4% de precisión), pero es más pesada que

la siguiente red, que es EfficientNet v2 B0 (69,83% de precisión).
Para la familia MobileNet, la mejor opción es MobileNet v2, con
un 68,58% de precisión. Pero, la mejor opción es en todos los casos
DCNN de 4 capas, que dependiendo de la estructura del número
de filtros puede tener un peso mayor. En este caso, la opción más
rentable para su uso en un SBC es la DCNN 1 (72,95% de precisión),
con una estructura de 128-64-32-16 filtros (mostrada en la Figura
4), pero la mejor opción para una MCU es la DCNN 2 (63,49% de
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Figure 3: Ejemplos de espectrogramas de especies de aves con técnicas de aumento de audio según los criterios establecidos.
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Table 2: Comparación de ConvNets según el número de
parámetros

ConvNet Nr de parametros
EfficientNet v2S 20,383,881
EfficientNet B4 18,144,112
EfficientNet v2 B0 6,595,705
MobileNet v3L 4,925,033
MobileNet v2 4,829,545
EfficientNet B0 4,387,788
MobileNet v3S 2,096,345
Deep CNN 1 (Figure 4) 1,301,657
Deep CNN 2 (Figure 5) 331,745

Figure 4: Estructura de la Deep CNN propuesta con 4 capas
convolucionales con MaxPool (con 128, 64, 32 y 16 filtros,
respectivamente).

Figure 5: Estructura de la Deep CNN propuesta con 4 capas
convolucionales con MaxPool (con 64, 32, 16 y 8 filtros, re-
spectivamente).

Table 3: Definición de capas de red EfficientNet B0

Capa (tipo) Forma de Salida Param #
EfficientNet B0 (Func.) (None, 7, 7, 1792) 4049571
GlobalAveragePooling2D (None, 1792) 0
Dense (None, 256) 327680
Dropout (0.3) (None, 256) 0
Dense (None, 41) 10537
Total params: 4,387,788 (16.74 MB)

precisión), con una estructura de 64-32-16-8 filtros (mostrada en
la Figura 5). Las Tablas 3, 4, 5, y 6 muestran la estructura de capas
de salida, mediante aprendizaje transferido (Transfer Learning) de
varias familias de CNNs ampliamente usadas en entornos IoT por

Table 4: Definición de capas de red EfficientNetV2-B0

Capa (tipo) Forma de Salida Param #
EfficientNetV2-B0 (Func.) (None, 7, 7, 1280) 25919312
GlobalAveragePooling2D (None, 1280) 0
Dense (None, 256) 327680
Dropout (0.3) (None, 256) 0
Dense (None, 41) 10537
Total params: 6,257,529 (18.78 MB)

Table 5: Definición de las capas de red de MobileNetV2

Capa (tipo) Forma de Salida Param #
MobileNetV2 1.0.224 (Func.) (None, 7, 7, 1280) 2257984
Flatten (Flatten) (None, 62720) 0
Dropout (0.3) (None, 62720) 0
Dense (None, 41) 2571561
Total params: 4,829,545 (18.42 MB)

Table 6: Definición de capas de red MobileNetV3 (small)

Capa (tipo) Forma de Salida Param #
MobileNetV3 - small (Func.) (None, 7, 7, 576) 939120
Flatten (Flatten) (None, 28224) 0
Dropout (0.3) (None, 28224) 0
Dense (None, 41) 1157225
Total params: 2,096,345 (8.00 MB)

Figure 6: Esquema del algoritmo de votación para el posproce-
samiento de predicciones con el fin de aumentar la precisión
global de las distintas predicciones.

su bajo peso. Además, proponemos un algoritmo de votación tras
el paso de predicción que permite una mejora de alrededor del 22%
en la precisión global.

Para futuros desarrollos, trabajaremos con ConvNets para traba-
jar directamente con trozos de audio. Probablemente, conseguirán
redes más ligeras que permitirán una aplicación directa a MCUs
con suficiente RAM.
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